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OBJETIVO. Desarrollar y evaluar la capacidad predictiva de una escala de riesgo de ingreso hospitalario desde el servicio de urgen-
cias, empleando variables del sistema de información hospitalario (HCIS) y del Conjunto Mínimo Básico de Datos (CMBD), en un 
hospital terciario.

MATERIAL Y MÉTODOS. Estudio observacional retrospectivo de cohorte incluyendo a todos los pacientes atendidos en urgencias 
entre enero y diciembre de 2022. Se recopilaron 214 variables clínicas y administrativas de 96.284 pacientes, que se dividieron en 
un conjunto de entrenamiento (75 %) y otro de prueba (25 %). Tras una selección inicial empleando Bosques Aleatorios, se imple-
mentó un modelo de regresión logística con variables categorizadas, generando una escala de riesgo interpretable. Se evaluó el 
rendimiento mediante curva ROC y curva de calibración.

RESULTADOS. El modelo final incluyó 64 variables con 117 regresores. La escala mostró una elevada capacidad discriminativa 
(AUC = 0,913) y un bajo Brier score (0,057). La calibración fue globalmente adecuada, aunque se observó sobrestimación del riesgo 
en el rango alto (0,8-0,95). Se definieron tres regiones de riesgo (bajo, intermedio y alto) con puntos de corte [28;72] en la escala, 
asociados a probabilidades de ingreso < 0,1 y > 0,9, respectivamente.

CONCLUSIONES. La escala de riesgo propuesta ofrece una herramienta interpretable, precisa y aplicable en la predicción tempra-
na de ingresos hospitalarios desde urgencias. Si bien aún requiere de una validación externa, su implementación en cualquier siste-
ma de información clínica como el HCIS, HC3 o Selene, etc. es directa, al contar con variables integradas en dichos sistemas.
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OBJECTIVE. To develop and evaluate the predictive capacity of a risk scale for hospital admission from the emergency department, 
using variables from the hospital clinical information system (HCIS) and the Minimum Basic Data Set (MBDS) in a tertiary referral 
center.

METHODS. We conducted a retrospective observational cohort study in a tertiary referral center, including all patients treated in the 
emergency department between January and December 2022. A total of 214 clinical and administrative variables were collected 
from 96,284 patients, who were divided into a training set (75 %) and a test set (25 %). After an initial selection using random 
forests, a logistic regression model with categorized variables was implemented, generating an interpretable risk scale. Performance 
was assessed using the ROC curve and calibration curve.

RESULTS. The final model included a total of 64 variables with 117 regressors. The scale showed high discriminative capacity 
(AUC = 0.913) and a low Brier score (0.057). Calibration was globally adequate, although risk overestimation was observed in the 
high range (0.8-0.95). Three risk regions, low, intermediate, and high, were defined with cutoff points [28;72] on the scale, 
associated with admission probabilities < 0.1 and > 0.9, respectively.

CONCLUSIONS. The proposed risk scale offers an interpretable, accurate, and applicable tool for the early prediction of hospital 
admissions from the emergency department. Although it still requires external validation, its implementation in any clinical 
information system, such as HCIS, HC3, Selene, etc., is straightforward because it uses variables integrated into these systems.
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Introducción
Los servicios de urgencias (SU) son componentes críti-

cos de los sistemas de atención sanitaria, ya que constitu-
yen el principal punto de entrada para los pacientes que 
requieren atención médica urgente. En España, los SU han 
experimentado un aumento de las asistencias durante la 
última década. Entre 2014 y 2018, hubo un aumento del 
9 % en las visitas a los SU, sin razones específicas de salud 
o crecimiento de la población que expliquen este cambio. 
Este aumento ha provocado saturación y potencial com-
promiso de la atención al paciente1.

Uno de los principales motivos que contribuyen a la sa-
turación del SU es el retraso en los ingresos hospitalarios. 
Cuando los pacientes que requieren hospitalización perma-
necen en el SU durante periodos prolongados, esto no solo 
afecta el flujo de pacientes, sino que también aumenta el 
riesgo de resultados adversos. Avanzar en la disposición 
temprana del paciente, y determinar la necesidad de admi-
sión o alta al principio de la visita al SU, puede aliviar la 
congestión y mejorar la eficiencia general de la atención2.

Predecir la probabilidad de ingreso hospitalario a la 
llegada de un paciente es una estrategia que ha llamado 
la atención en los últimos años. La identificación temprana 
de pacientes que requerirán hospitalización permite a los 
proveedores de atención médica asignar recursos de ma-
nera más efectiva, acelerar las intervenciones necesarias y 
mejorar los resultados de los pacientes. Se han desarrolla-
do varios modelos de predicción, que van desde el juicio 
clínico y las puntuaciones de alerta temprana hasta algorit-
mos avanzados de aprendizaje automático.

En España, varios estudios se han centrado en desa-
rrollar y validar modelos de predicción adaptados al con-
texto sanitario español. Un ejemplo notable es un estudio 
realizado en 52 SU españoles, que desarrolló un modelo 
de predicción para el ingreso hospitalario en pacientes 
mayores utilizando un algoritmo de bosque aleatorio. Este 
modelo logró una sensibilidad de 0,88, lo que indica su 
utilidad potencial en el manejo del flujo de pacientes y la 
prevención de la saturación del SU3.

Otra contribución significativa proviene de un estudio 
multicéntrico en el que participaron hospitales españoles, 
que evaluó la precisión de los proveedores de atención 
médica en la predicción del ingreso hospitalario en com-
paración con la Puntuación de Alerta Temprana Modificada 
(MEWS). Los hallazgos revelaron que los proveedores de 
atención médica, incluido el personal de los servicios mé-
dicos de emergencia, las enfermeras de urgencias y los 
médicos, superaron a los MEWS en la predicción de la ad-
misión hospitalaria, con una sensibilidad que osciló entre 
el 80 % y el 91 %4.

Además, un estudio que analizó datos de 60 SU en 
Cataluña desarrolló un modelo de predicción utilizando un 
enfoque de máquina de aumento de gradiente (Gradient 
Boosting Machine en inglés). El modelo demostró una alta 
precisión, con un área bajo la curva (AUC) de 0,975, lo que 
destaca el potencial de las técnicas de aprendizaje auto-
mático para mejorar las capacidades de predicción en en-
tornos de urgencias5.

El objetivo de este trabajo es desarrollar, por medio 
de un modelo predictivo, una escala de riesgo de ingreso 
hospitalario temprano, totalmente interpretable con varia-
bles tomadas del sistema HCIS y del Conjunto Mínimo Bá-
sico de Datos (CMBD) de pacientes en urgencias.

Material y métodos

Diseño del estudio
Estudio observacional de cohorte sin intervención, so-

bre los datos de pacientes que acudieron al SU de un hos-
pital de tercer nivel, entre el 1 de enero de 2022 y el 17 
de diciembre de 2022. Este hospital presta atención a 
100.000 pacientes al año, divididos en dos áreas, quirúrgi-
ca y médica.

Variables
La recogida de datos se efectuó a través de la Unidad 

de Información Clínico-Asistencial (UICA).
La variable dependiente fue el tipo de alta del SU, ca-

tegorizada en 2 factores: “Hospitalización/Sí” y “Hospitali-
zación/No” donde la categoría “Hospitalización/No” inclu-
yó los 8 posibles valores de esta variable: Alta, traslado a 
otro hospital, alta voluntaria, exitus, traslado a centro so-
ciosanitario, fuga, otros, desconocido.

Variables independientes: Las variables independien-
tes son todas aquellas aportadas por la UICA en lo relativo 
a los pacientes de urgencias. Variables provenientes del 
CMBD no relacionadas con el alta desde urgencias: fecha 
de nacimiento, sexo, país de nacimiento, motivo de asis-
tencia, procedencia, hospital de procedencia, causa de 
asistencia, área de ingreso, área de alta, servicio de ingre-
so, servicio de alta, prioridad, fecha/hora de llegada a ur-
gencia, fecha/hora de triaje, fecha/hora primera atención 
médica, fecha/hora ingreso en observación, fecha/hora en-
trada quirófano, fecha/hora alta, fecha/hora orden de in-
greso en hospitalización, servicio de ingreso, fecha/hora 
salida de urgencia, P1 (procedimiento principal), P2,…,P10, 
etc. También se incluyen las alertas médicas con 130 cate-
gorías, con la información de inicio y fin de la alerta, analí-
ticas, número de visitas previas al SU y número de ingresos 
hospitalarios anteriores. Respecto a la medicación recibida 
durante el trayecto del paciente por el SU, solo se ha to-
mado aquellos medicamentos recibidos durante la primera 
y la segunda hora desde la llegada al SU. Para esto se 
usaron los tres primeros caracteres del código ATC corres-
pondiente –subgrupo farmacológico– como así también la 
cantidad recibida de dicho fármaco. Se creó una variable 
según la cantidad de fármacos recibidos durante la prime-
ra y la segunda hora. Los resultados de las pruebas de la-
boratorio se incluyeron entre las variables independientes 
y también los procedimientos (radiografías, ECGs, EEG, 
gastroscopias, etc.). En los casos que no hubiera procedi-
mientos, analíticas y/o medicación se codificó como “NO”.

Tamaño de la muestra
El tamaño muestral para modelos predictivos binarios, 

“Hospitalización/Sí” o “Hospitalización/No”, se realizó por 
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medio de la regla “10 EPP” (EPP = Eventos por Parámetro 
Predictor), siendo los parámetro predictores los coeficien-
tes β de los regresores del modelo; el número de “even-
tos” (donde eventos se refiere al número menor entre ca-
sos “positivos” y “negativos” de la variable resultado, en 
nuestro caso “Hospitalización/Sí ” dividido por el número 
de parámetros predictores debe ser mayor a 10 (15, 20 o 
50 según algunos autores6,7) para obtener una estimación 
precisa de los coeficientes de regresión. Esta estimación 
fue solo para el conjunto de entrenamiento con el que se 
construyó el modelo.

Análisis estadístico
Todas las variables recogidas se categorizaron para su 

mejor interpretación en la escala de riesgo. El paso inicial 
fue eliminar todas las variables que contenían datos faltan-
tes (NAs); este paso se ha implementado en las variables 
que deben tener un dato obligatorio (edad, sexo, etc.). En 
los casos donde no había valores en variables que no te-
nían valores obligatorios (valores de analíticas), se introdu-
jeron valores “NO”. Una vez generado el conjunto de pa-
cientes con todas las variables recogidas, se dividió a la 
muestra en dos conjuntos, de entrenamiento (75 % de los 
datos) para construir el modelo predictivo y el conjunto de 
prueba (25 % de los datos) para evaluar el poder predicti-
vo de ingreso hospitalario. En el conjunto de entrenamien-
to se realizó inicialmente una preselección de variables por 
medio de un árboles aleatorios, empleando la implemen-
tación Ranger en R. El análisis estadístico realizó con el 
programa R, versión 4.4.1

Aspectos éticos
El estudio fue aprobado por el Comité Ético de Inves-

tigación con medicamentos (CEIm) del hospital el 21 de 
mayo de 2024 (acta CEIm 10/24). Para la escritura de este 
trabajo se han seguido las recomendaciones implementa-
das en el protocolo TRIPOD (The Transparent Reporting of 
a multivariable prediction model for Individual Prognosis 
Or Diagnosis).

Resultados

Datos
Se analizaron 103.287 pacientes de los que tras elimi-

nar aquellos con datos incompletos, se obtuvieron una 
muestra de 96.284 pacientes, con 214 variables, obtenidas 
tanto del CMBD como de la información recogida en el 
HCIS durante el trayecto del paciente en el SU. El conjun-
to de datos de entrenamiento fue de 72.282 pacientes, y 
el de datos de prueba de 24.002 pacientes (Figura 1).

Variables de análisis clínicos
En los casos que los pacientes requirieron estudios de 

laboratorio, esta información se incorporó al conjunto de 
variables dado que había 217 variables relacionadas con 
las pruebas analíticas, se realizó un filtro de aquellas varia-
bles más relacionadas con la variable resultado Hospitaliza-
ción. Para esto se emplearon bosques aleatorios sobre las 

217 variables del conjunto de pacientes de entrenamiento 
y se eligieron las 20 variables con mayor puntaje (índice de 
Gini) en su relación con la variable resultado. Estas 20 va-
riables se incluyeron en ambos conjuntos, de entrenamien-
to y de prueba (proteína C reactiva, neutrófilos, glucosa, 
dispersión tamaño eritrocitos, granulocitos inmaduros, 
urea, etc.).

Multicolinealidad
Con el fin de minimizar los posibles efectos de la mul-

ticolinealidad, se procedió a eliminar aquellas variables 
que presentaban una asociación elevada con alguna otra. 
Dado que todas las variables incluidas eran categóricas, se 
empleó el estadístico “V de Cramer”, basado en la prueba 
χ2 de independencia, que toma valores entre 0 (ausencia 
total de asociación) y 1 (asociación perfecta). Se estableció 
un umbral de 0,5, de modo que toda variable cuyo V de 
Cramer fuese > 0,5, quedaba excluida del análisis.

Tamaño de la muestra
De acuerdo con la regla “10 EPP”, consideramos el 

número de eventos como los ingresos hospitalarios en el 
conjunto de entrenamiento, 7.121 pacientes (y 65.161 no 
ingresados) y 117 predictores, lo que resulta en 
EPP = 7.121/117 ~ 61, bastante mayor que el peor de los 
casos, 50, lo que nos asegura una robustez en los coefi-
cientes predictores. A fin de prevenir el sobreajuste en los 
parámetros del modelo, hemos usado el trabajo de Riley 
et al.8 para estimar el tamaño de la muestra –formula 11 
de este trabajo8– con 117 parámetros predictores, un fac-
tor de encogimiento (shrinkage) de 0,9 y asumiendo un 
valor de R de Nagelkerke de 0,15, obteniendo un valor de 
n = 9.933 pacientes, por debajo del número de datos con 
los que trabajamos.

Construcción del modelo predictivo
Con el conjunto de datos de pacientes entrenamiento 

y 75 variables, se implementó una regresión logística; to-
das las variables introducidas en esta regresión estaban 
categorizadas. De la regresión logística se seleccionaron 
aquellos regresores significativos (p < 0,05). Los coeficien-
tes de estos regresores se multiplicaron por 10 y se tomó 
el entero más cercano. Estos números se usaron como va-
lores de la escala de riesgo obtenida. En el Material Suple-
mentario (https://reue.org/extra/r114.pdf) se describe la 
escala de riesgo obtenida de 64 variables con 117 regre-
sores.

Se empleó el conjunto de prueba para evaluar la pre-
dicción de la escala obtenida. La Figura 2 muestra la pro-
babilidad de ingreso en función del valor de la escala de 
riesgo de ingreso hospitalario. 

Discriminación y calibración de la escala de riesgo
A efecto de evaluar como la escala predice el ingreso 

hospitalario, calculamos la curva de calibración de acuerdo 
con la metodología expuesta por Harrell6, en la Figura 3, 
donde se muestra el ajuste entre las probabilidades de in-
greso hospitalario predichas por el modelo con los ingre-



© SEMES

197www.reue.org	 Ortega Rabbione GJ, et al. Rev Esp Urg Emerg. 2026;5:194-200

sos reales de los datos de prueba. Si bien el ajuste fue 
bastante bueno en el rango de probabilidades de ingreso 
entre 0 y 0,8, muestra una sobreestimación del riego de 
ingreso en la región de 0,8-0,95 debido principalmente a 
la menor cantidad de eventos en esa zona. Se intentó una 
recalibración de la escala, del modelo completo y del tér-
mino de intersección, y en ambos casos no mejoró la cali-
bración ni las métricas de discriminación. Respecto a estas 
últimas, de discriminación entre ingresos y no ingresos, el 
modelo mostró un coeficiente de Brier muy bajo, 0,057, y 
un área bajo la curva (AUC) de la característica operativa 
del receptor (ROC) de 0,913.

Zona de riesgo medio
Como se muestra en la Figura 2, no existe un corte 

bien marcado entre la zona de alto riesgo de ingreso y la 
zona de bajo riesgo. Por el contrario, en un amplio rango 
de la escala, la probabilidad de ingreso varia suavemente. 
Debido a esto dividimos la escala de riesgo en tres regio-
nes. Una región de muy baja probabilidad de ingreso, una 
de muy alta probabilidad de ingreso, y una intermedia. 
Para ello calculamos dos puntos de corte. El corte inferior, 
donde la probabilidad de no ingreso es mayor a 0,9 y un 
corte superior a partir del cual la probabilidad de ingreso 
es superior al 0,9, de tal forma que:

Corte inferior con P (no ingreso) > 0,9 = 28 (sensibili-
dad = 0, especificidad = 1, y VPN = 0,979).

Corte superior con P (ingreso) > 0,9 = 72 (sensibili-
dad = 1, especificidad = 0, y VPP = 0,895).

La zona de riesgo medio se corresponde con el área 
sombreada que se muestra en la Figura 2.

Escala temprana, actualización en tiempo real 
e implementación

Salvo en el caso de los quirófanos, procedimientos 
médicos y resultados de las pruebas de laboratorio, todas 
las demás variables se registraron como máximo a las 2 
horas desde que el paciente hubiera llegado a urgencias. 
Estas variables dan una capacidad de discriminación entre 
ingresos y no ingresos con un AUC de la ROC del 0,89 y 
un Brier score de 0,06, lo que permite tener anticipada-
mente una probabilidad de ingreso para cada paciente. A 
medida que el paciente evoluciona por la SU esta probabi-
lidad de ingreso se actualiza de acuerdo con las actuacio-
nes médicas recibidas, fundamentalmente con la inclusión 
de los procedimientos médicos y resultados de pruebas de 
laboratorio. La Figura 4 muestra la implementación realiza-
da por la UICA en el sistema Nostradamus, mostrando 
tanto la escala de riesgo, “score”, como la “probabilidad 
de ingreso” que actualmente se está evaluando en nuestro 
centro.

Discusión
Este estudio demuestra la capacidad de los sistemas 

de información hospitalaria para generar modelos predicti-
vos de ingreso hospitalario en pacientes que acuden a los 
SU. Los resultados muestran una muy buena discriminación 
(AUC = 0,913) y una calibración más que aceptable, lo que 
posiciona a esta escala de riesgo como una herramienta 
potencialmente útil en la gestión del flujo de pacientes y 
en la optimización de recursos hospitalarios. Estos hallaz-
gos son consistentes con investigaciones recientes que 
muestran un elevado rendimiento de modelos predictivos 

Figura 1. Diagrama de flujo de pacientes y metodología del estudio.
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aplicados en urgencias, tanto mediante técnicas clásicas 
como de aprendizaje automático2,9,10.

Una de las principales fortalezas de este trabajo es el 
tamaño muestral, con más de 96.000 pacientes, lo que 
proporciona robustez estadística y reduce el riesgo de so-
breajuste. Además, la escala desarrollada es totalmente in-
terpretable, en contraste con otros modelos de “caja ne-
gra” basados en aprendizaje profundo, lo que favorece su 
aplicabilidad clínica y la aceptación por parte del personal 
sanitario. Este aspecto resulta clave dado que, como seña-
lan estudios previos, la falta de interpretabilidad puede li-
mitar la implementación de modelos predictivos en la 
práctica clínica real11.

No obstante, el estudio presenta algunas limitaciones: 
el trabajo se ha realizado en un único centro hospitalario 
de tercer nivel, lo que podría condicionar la generalización 
de los resultados. No obstante, las características demo-
gráficas y clínicas de los pacientes atendidos en nuestro 
centro no difieren sustancialmente de las que se observan 
en otros hospitales terciarios en España, donde predomi-
nan perfiles epidemiológicos similares en cuanto a edad, 
comorbilidad y patologías prevalentes. Lo mismo sucede 
respecto a los ingresos hospitalarios, siendo estos relativa-
mente homogéneos entre comunidades autónomas9. De 
forma similar, si bien otros hospitales españoles emplean 
otros sistemas de información clínica distinto al HCIS e.j. 
HC3, Selene, etc.), todas las variables empleadas en la es-
cala obtenida en este trabajo puede ser obtenidas de esos 
sistemas.

En segundo lugar, si bien la calibración global fue 
aceptable, se observó sobrestimación del riesgo en la zona 
de probabilidades altas (0,8-0,95). Podría pensarse que 
esto es debido a un sobreajuste del modelo, si bien esto 
no es así, ya que no se observa el típico patrón en “S” en 
la curva de calibración con una subestimación en los casos 

de bajo riesgo10. Creemos que en nuestro estudio esta so-
brestimación se debe a los pocos casos que existen con 
una muy alta probabilidad de ingreso temprano, mostran-
do por lo tanto esta variabilidad. No obstante, actualmen-
te estamos trabajando para incluir pacientes de un hospital 
de características similares al nuestro a efectos de corregir 
este aspecto.

Otro elemento crítico es que las variables empleadas 
provienen exclusivamente del sistema HCIS y del CMBD, 
lo que puede dejar fuera factores clínicos dinámicos que 
influyen en la decisión de ingreso, como hallazgos en la 
exploración física o juicios clínicos no estructurados. En 
este sentido, algunos autores destacan la utilidad de incor-
porar datos en tiempo real y variables clínicas no estructu-
radas para mejorar la precisión predictiva12,13.

Figura 2. Probabilidad de ingreso hospitalario (línea roja) en función de la escala de riesgo (eje x). 
En el histograma (eje y izquierdo) se muestran en color naranja el número de pacientes no ingresa-
dos y en gris el número de pacientes ingresados.

Figura 3. Curva de calibración.
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Figura 4. Implementación de la escala de riesgo (“score”) y de la probabilidad de ingreso (“Probabilidad de Ingreso”) en 
el sistema Nostradamus.
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Por último, cabe señalar que el valor clínico de la es-
cala no depende solo de su rendimiento estadístico, sino 
también de su integración en el flujo de trabajo del SU. 
Experiencias previas de implementación muestran que la 
utilidad real de los modelos predictivos se vincula estre-
chamente con su capacidad para mejorar la planificación 
de camas y reducir tiempos de espera14.

En conclusión, la escala de riesgo desarrollada constituye 
una herramienta de gestión relevante al campo de la predic-
ción temprana de ingresos hospitalarios desde urgencias, 
destacando por su interpretabilidad y buen desempeño. Sin 
embargo, su aplicabilidad práctica requiere validación exter-
na, recalibración en otros contextos y estudios de impacto 
clínico, antes de considerar su implementación rutinaria.
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