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, José Carlos Gonzélez Gonzélez?

El Procesamiento del Lenguaje Natural
(PLN) es una disciplina con una larga historia.
Nacio en los afios 50 como una subérea de la
Inteligencia Artificial (IA) y la Lingiistica, con
el objetivo de estudiar los problemas deriva-
dos de la generacién y comprensién automa-
tica del lenguaje natural. Aunque se pueden
encontrar trabajos de épocas anteriores, fue
en 1950 cuando Alan Turing publicé un arti-
culo titulado “Intelligence” en el que propo-
nia lo que hoy se denomina el test de Turing
como criterio de inteligencia’.

En la actualidad existe una gran cantidad
de informacién de calidad disponible en re-
positorios especializados para diferentes cam-
pos de conocimiento. Sin embargo, cuando
un especialista se enfrenta a la busqueda de
informacioén, la relevancia de las respuestas
obtenidas debe determinarla mediante la lec-
tura y andlisis del contenido de los documen-
tos. Para simplificar y hacer mas eficiente este
proceso, podemos encontrar numerosos tra-
bajos sobre recuperacién de informacién en
textos cientificos aplicando técnicas de PLN.

En el trabajo de Tommasel et al.?, los au-
tores presentan una aplicacién web para la
recuperacién de informacién enriquecida con
un recomendador de documentos médicos
en danés. Los documentos que proporciona a
los usuarios se determinan aplicando técnicas
de PLN mediante busquedas |éxicas y seman-
ticas. También guia al usuario en su busque-
da, recomendando nuevas consultas relacio-
nadas, asi como proponiendo conceptos
médicos que dirigen la busqueda.

Podemos encontrar una comparacién en-
tre diferentes técnicas de representacién de
documentos aplicado al filtrado y etiquetado
de documentos para la bisqueda de eviden-
cias en medicina, encontrando resultados pro-
metedores cuando se utilizan algoritmos ba-
sados en modelos del lenguajed La
representacion mediante técnicas de PLN de
las blsquedas en sistemas de recuperacion
de informacién del paciente, pero también de
literatura médica se analiza en el trabajo de
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Peikos et al.%. Estos autores llegan a la con-
clusién que la expansion de las consultas con
entidades médicas y otros datos del paciente
mejoran los resultados respecto a las bisque-
das planteadas por asesores médicos cuando
se realizan sobre las historias clinicas, pero no
en la literatura cientifica.

Otros dmbitos de conocimiento en los
que se han aplicado técnicas avanzadas de
PLN para la recuperacién de informacién son
el ambito legal® o incluso el propio PLN, como
presentan los autores de la herramienta NL-
PEXPLORER®, un portal no sélo para la bus-
queda de documentos, sino también para la
indexacion y visualizacién de los resultados de
las consultas. Una idea del interés de la inves-
tigacion de estas técnicas en el campo de la
medicina es la inclusién en la CLEF eHealth
Evaluation Lab, de una seccién temética en re-
cuperacién de informacién en la literatura
cientifica médica’. Gracias a la precisién de la
informacién que se obtiene con estas técnicas
se pueden construir soluciones confiables que
funcionan como filtros altamente especializa-
dos y asf reducir notablemente la cantidad de
informacién que al investigador se le presenta.
Ademas, basados en ellos, se pueden cons-
truir puntos de consulta para usuarios con co-
nocimientos bésicos en Informatica, poniendo
a su disposicién la tecnologia de dltima gene-
racién en recuperacion de informacion.

Extraer conocimiento de un corpus de
documentos de forma automatica o semiau-
toméatica empieza a ser posible. Cada vez
mas, investigadores de diferentes dmbitos
adquieren habilidades relacionadas con la
programacién en determinados lenguajes in-
formaticos. Con un conjunto simple de ins-
trucciones y con el apoyo de librerfas espe-
cializadas, los investigadores pueden obtener
informacién de documentos de manera prac-
tica y sencilla. Asi, el uso de herramientas
como Jupyter Notebooks o Colab ha facilita-
do el desarrollo de la escritura de cédigo en
diferentes lenguajes para poder realizar diver-
sas tareas, entre ellas las de recuperacion y
andlisis de la bibliografia.

www.reue.org



En noviembre de 2022 aparece ChatGPT, un sistema
conversacional basado en la IA generativa. En este caso, el
tratamiento de documentos se puede realizar sin necesi-
dad de escribir una sola linea de cddigo sino a través de
preguntas que realiza el usuario en su propio lenguaje al
sistema y este, una vez realizadas las busquedas oportunas
(recuperacién de informacion), devuelve una respuesta ela-
borada en lenguaje natural (generacién de respuesta).

PubMed?® es una base de datos gratuita que incluye
principalmente la base de datos MEDLINE de referencias y
resimenes sobre ciencias de la vida y temas biomédicos.
La Biblioteca Nacional de Medicina (NLM) de los Institutos
Nacionales de Salud de Estados Unidos mantiene la base
de datos como parte del sistema Entrez de recuperacion
de informacién.

Desde 1971 hasta 1997, el acceso en linea a la base
de datos MEDLINE se realizaba principalmente a través de
instalaciones institucionales, como las bibliotecas universi-
tarias. PubMed, publicado por primera vez en enero de
1996, marcé el comienzo de la era de la busqueda priva-
da, gratuita en MEDLINE. El sistema PubMed se ofrecié
gratuitamente al publico a partir de junio de 1997.

A 23 de mayo de 2023, PubMed cuenta con mas de
35 millones de citas y resimenes que se remontan a
1966, selectivamente al afio 1865, y muy selectivamente
a 1809. En la misma fecha, 24,6 millones de registros de
PubMed aparecen con sus resimenes, y 26,8 millones de
registros tienen enlaces a versiones de texto completo
(de los cuales 10,9 millones de articulos estan disponi-
bles, a texto completo y de forma gratuita). En los ulti-
mos 10 afos, se han afiadido una media de casi un mi-
l16n de registros nuevos cada afio.

En este trabajo, aplicaremos diversas técnicas de pro-
cesamiento del lenguaje natural para procesar las publica-
ciones de PubMed y analizar en qué medida estan vincula-
das con nuestro tema de investigacion: el suicidio en
jovenes y los algoritmos de Machine Learning. Nuestro
planteamiento es ofrecer un conjunto de estrategias, técni-
cas y herramientas de PLN que faciliten al investigador la
fase inicial de revisién de documentos de una tematica es-
pecifica.

Para ello en primer lugar se presentan las principales
estrategias y técnicas de PLN, mostrando en el cuarto
apartado un ejemplo de uso de algunas de estas técnicas
para nuestro caso de revisiéon. A continuacién se mues-
tran nuevas estrategias y técnicas basadas en la IA Gene-
rativa para realizar el mismo proceso de revisién anterior,
mostrando en el apartado siguiente, un ejemplo para su
comprensién. En el apartado siguiente se ofrece la des-
cripcién e implementacion de los sistemas actuales de
chatbots que facilitan la interaccion entre el investigador
y el corpus de articulos encontrados a través de sistemas
preguntas-respuestas.

www.reue.org

El objetivo principal de este trabajo es demostrar
cémo el uso del procesamiento de lenguaje natural facilita
y mejora la recopilacién de bibliografia cientifica. Especifi-
camente, se busca:

a) Analizar cémo las técnicas de PLN nos ayudan en la
recuperacion de bibliografia cientifica.

b) Describir los principales métodos y estrategias de
PLN aplicables a la bisqueda y seleccion de bibliograffa.

c) Proveer ejemplos practicos de los pasos a seguir en
las revisiones bibliograficas haciendo uso de PLN.

El PLN es el campo de conocimiento de la IA que se
ocupa de investigar la manera de comunicar las maquinas
con las personas mediante el uso de lenguas naturales,
como el espafiol, el inglés o el chino. Cualquier lengua
humana puede ser tratada por los ordenadores. Logica-
mente, limitaciones de interés econémico o practico hacen
que solo las lenguas mas habladas o utilizadas en el mun-
do digital tengan aplicaciones informaticas en uso.

El PLN abarca algoritmos tanto para la comprension
como para la generacion del lenguaje. Estos algoritmos se
utilizan en aplicaciones informaticas con un objetivo espe-
cifico. Algunas de ellas requieren exclusivamente la com-
prension del lenguaje, otras son tareas generativas y otras
tienen componentes de ambas’. Algunos ejemplos de
aplicaciones del PLN son:

Categorizacion de textos

La clasificacion de textos generalmente asigna una eti-
queta o categoria a un documento o fragmento de texto.
Segun el fin de la clasificacion nos estaremos refiriendo a
un proceso de andlisis de sentimiento, deteccién de spam,
identificacién del tépico o tema del que versa un texto, o
simplemente clasificarlo segin otro tipo de categorias i-
bres®.

El anélisis de sentimiento determina el sentimiento
(positivo, negativo, neutral) expresado en un texto. Por
ejemplo, “iMe encanté la peliculal” debe asignarse senti-
miento positivo. Algoritmos més complejos evalian el sen-
timiento que expresa un texto respecto a aspectos concre-
tos''. En este caso, si los aspectos a valorar son
“restaurante” y “menu”, en la expresion: “El restaurante
era caro, pero el menl barato” deben recibir la etiqueta
negativa y positiva respectivamente.

En cuanto a la extraccién de tépicos, podremos esta-
blecer de forma automatica si un determinado articulo ver-
sa sobre epidemiologia, pediatria o algin otro tema. Estos
algoritmos son de especial importancia para la recupera-
ciéon de informacion.
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Generacién automatica de restimenes

Las técnicas englobadas en este grupo tienen como
objetivo resumir un documento de texto o conjuntos de
ellos, presentando al usuario la informacién principal de
forma precisa y completa. El objetivo principal es, en un
documento concreto, generar un texto con las ideas princi-
pales y con la menor repeticién posible’.

Extraccion de informacién

Se conoce como extraccion de informacion al conjun-
to de técnicas que permiten identificar menciones en el
texto a conceptos semanticos o entidades y también rela-
ciones entre ellos™. Las entidades y relaciones a extraer
dependeran del dominio de los textos. Por ejemplo, en un
dominio general podemos hablar de personas, organiza-
ciones y lugares en el rol de entidades y tipos de relacio-
nes entre ellas: estar casados, empleados por, o vivir en. Si
hablamos de un dominio biomédico, podriamos referirnos
a entidades: “proteina”, “enfermedad”, “tratamiento” y
relaciones “proteina-proteina”, “enfermedad-tratamiento”,
etc. En un nivel mas complejo, el tratamiento en un mode-
lo de grafos de esta informacion permite la generacion de
grafos de conocimiento que constituyen mapas conceptua-
les de la informacién implicita en colecciones de docu-
mentos.

Respuestas a preguntas

El objetivo de los sistemas pregunta-respuesta es pro-
porcionar respuestas pertinentes a preguntas que realiza el
usuario en lenguaje natural. Las respuestas se proporcio-
nan a partir de la informacién contenida en la base de co-
nocimiento del sistema, generalmente creada a partir de
documentos de relevancia en el dominio de la aplicacion.
La arquitectura de estos sistemas incluye 3 médulos: anali-
sis de la pregunta, recuperacion de los fragmentos que
determinan la respuesta y construccion de la respuesta’.

Traduccién automatica

El PLN potencia los sistemas de traduccién automética
como Google Translate. Estos sistemas alinean palabras en
todos los idiomas, considerando el contexto y las expresio-
nes idiomaticas.

Agentes conversacionales

Un agente conversacional es una aplicacién que pro-
duce conversaciones humanas'. Su principal tarea es ge-
nerar respuestas en lenguaje natural a preguntas realizadas
por un humano también en lenguaje natural. Otros nom-
bres que reciben estos sistemas son: chatbots, asistentes
virtuales, agentes interactivos, asistentes digitales, etc. Po-
demos encontrar sistemas basados en reglas que analizan
el mensaje introducido por el usuario y construyen la res-
puesta mediante plantillas preestablecidas segun el resul-
tado que obtienen al procesar dicho mensaje. En otra li-
nea estan los sistemas modernos basados en redes
neuronales de aprendizaje profundo. En este caso encon-
tramos los que se basan en recuperacion, la respuesta del
agente se produce computando la respuesta mas relevan-
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te. Otro tipo son los agentes conversacionales generativos,
que construye la repuesta proporcionando en cada instan-
te la palabra del vocabulario que mejor se ajustaria hasta
tener la construcciéon completa. También existen sistemas
hibridos que combinan tanto la recuperacién como la ge-
neracion'. Un ejemplo de agente conversacional generati-
vo es ChatGPT.

A continuacion, vemos algunos de los niveles de anali-
sis linglisticos que son aplicados en el procesamiento del
lenguaje natural. No todos los anélisis que se describen se
aplican en cualquier tarea de PLN, sino que depende del
objetivo de la aplicacion.

1. Anélisis morfoldgico o Iéxico. Consiste en el andlisis
interno de las palabras que forman oraciones para extraer
lemas, rasgos flexivos, unidades |éxica compuestas. Es
esencial para la informacion bésica: categoria sintactica y
significado léxico.

2. Anélisis sintactico. Consiste en el andlisis de la es-
tructura de las oraciones de acuerdo con el modelo gra-
matical empleado (l6gico o estadistico).

3. Andlisis semantico. Proporciona la interpretacion de
las oraciones, una vez eliminadas las ambigiiedades morfo-
sintacticas.

4. Andlisis pragmatico. Incorpora el analisis del contex-
to de uso a la interpretacion final. Aqui se incluye tanto el
tratamiento del lenguaje figurado (metéafora e ironia) como
el conocimiento del mundo especifico necesario para en-
tender un texto especializado.

Un andlisis morfoldgico, sintactico, semantico o prag-
mético se aplicard dependiendo del objetivo de la aplica-
cién. Por ejemplo, un conversor de texto a voz no necesita
el anélisis semantico o pragmatico. Pero un sistema con-
versacional requiere informacion muy detallada del contex-
to y del dominio tematico.

Por otra parte, alguno de estos niveles de andlisis, se
subdividen en tareas, algunas de ellas requeridas por
otras. El flujo de tareas que se necesitan en cada aplica-
cién se denomina pipeline. Entre las tareas mas utilizadas
destacan'”:

1. Preprocesamiento: Constituye el paso previo a cual-
quier procesamiento que se haga al texto. Abarca tareas de
limpieza como eliminacién de urls, hashtags, conversion a
minusculas, etc. Se trata de eliminar fragmentos que gene-
ran ruido en el texto. En ocasiones también se hace referen-
cia a determinadas tareas orientadas a la estandarizacion
del texto como la transformacién a minusculas, eliminacién
de puntuacién y derivacion. Por ejemplo, la derivacion redu-
ce las palabras a su forma raiz (por ejemplo, “corre” se con-
vierte en “correr”). Estos pasos garantizan una entrada mas
limpia para tareas posteriores de PLN.

2. Identificacion del idioma: Cada idioma contiene ca-
racteristicas propias que en determinados analisis requeri-
ran un tratamiento especifico. Es el primer analisis que se
debe llevar a cabo, nos servird por ejemplo para elegir
qué ficheros de datos como diccionarios se usaran en el
procesamiento.

3. Tokenizacién: La tokenizacién es una tarea clave en
el PLN. Implica dividir un texto en unidades mas pequefias

www.reue.org
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Yo me siento  herida , mucho dolor en mi corazén
yo me sentar herida mucho dolor en mi corazén
PP1C PP1C VMIP1S NCFS00 Fc DIOMSO NCMS SP DP1CS  VMIS3PO
SNO S00 0 0 000 S

Anélisis del discurso sobre el dataset?.

que pueden ser palabras, signos de puntuacién o subpala-
bras. Segin la aplicacion que se vaya a dar al tokenizador
serd importante incluir los signos de puntuacion, por ejem-
plo, en anélisis de sentimientos seran importantes los sig-
nos de admiracién “j!”. La inclusion de subpalabras resuel-
ve problemas de falta de casos de palabras flexionadas en
los conjuntos test'®. Un tokenizador al nivel dada la frase:
“Fui diagnosticado con deficiencia de vitamina B12.".
Tokenizarlo produce: [“Fui”, “diagnosticado”, “con”, "defi-
ciencia”, "de”, "vitamina”, “B12", “."].

4. Segmentacién de oraciones: Del mismo modo que
es necesario conocer la unidad minima que trataran los al-
goritmos mediante tokenizadores, para muchos problemas
en PLN se necesita identificar las frases en el texto. Esta
tarea se realiza con los algoritmos de segmentacién de
oraciones.

5. Lematizacién: Es el proceso que convierte las pala-
bras al lema o forma canénica que las representa. Por
ejemplo, “investigado”,” investiga”, "investigue” son
flexiones del lema “investigar”. La lematizacion se puede
resolver mediante un andlisis morfoldgico, o con algorit-
mos de derivacion mas simples que soélo extraen raiz del
resto de la palabra.

6. Reconocimiento de entidades (NER): identifica enti-
dades, tipicamente, nombres de personas, organizaciones
o ubicaciones en el texto. Por ejemplo:

Entrada: “Apple Inc. Tiene su sede en Cupertino”.

Salida: “Apple Inc. (ORG) tiene su sede en Cupertino
(LOC)".

Se pueden aplicar los algoritmos NER para la extrac-
cién de otros tipos de entidades, como en', donde se
presenta una herramienta para el aleman cuyos algoritmos
son capaces de identificar las entidades: “medicamento”,
“concentracién”, “via"”, "forma”, "dosis”, "frecuencia” y
"duracién”, relevantes para la comprensién de textos que
incluyen tratamientos médicos.

NER es crucial para los sistemas de extraccién de in-
formacién y respuesta a preguntas.

7. Etiquetado de partes del discurso (POS): El etique-
tado POS asigna etiquetas gramaticales (como sustantivo,
verbo, adjetivo) a cada palabra de una oracién. Ayuda en
el andlisis sintactico y la desambiguacién. En la se
muestra el resultado que obtiene Freeling' para el texto
"Yo me siento herida, mucho dolor en mi corazén”:

8. Anélisis sintactico: Extrae la estructura sintactica de
las oraciones.

9. Andlisis de dependencias: Se determinan las rela-
ciones gramaticales entre las palabras de una oracién: su-
jeto, complemento directo, complemento circunstancial. Se
suelen representar graficamente, conectando las palabras
relacionadas e indicando con una etiqueta el tipo de rela-

www.reue.org

Andlisis de dependencia obtenido con la demo
online Freenling.

cion. Por ejemplo, para la oracién “La investigacion es
costosa pero aporta grandes beneficios”, se obtiene el re-
sultado que presentamos en la .

10. Resolucién de la correferencia: Identifica fragmen-
tos de texto que se refieren a la misma entidad. Por ejem-
plo, en el texto: “Fui diagnosticado con deficiencia de vi-
tamina D, el médico me lo diagnosticé. El doctor me la
recetd”. Se resaltan las correferencias: “lo” — "deficiencia
de vitamina”, “la” — "vitamina D".

La sucesion de tareas que se deben aplicar depende
del problema en cuestién y de la tipologia de la lengua.
En algunos idiomas el orden de las palabras es muy rele-
vante, otros son morfolégicamente complejos. La configu-
racion del pipeline y los algoritmos que se aplican daran
mejores resultados si se adapta a las caracteristicas del
idioma. Por ejemplo, el inglés no es morfolégicamente
complejo por lo que en ese idioma la unidad basica puede
ser la palabra, en lugar del lema o la raiz. Hay idiomas que
tienden a la omision de pronombres, como el espafiol, sin
embargo, en inglés esto no es asi, por lo que en espafiol
es importante el tratamiento de la correferencia®.

El resultado de aplicar estos analisis son textos enri-
quecidos con informacién respecto a la estructura y se-
mantica del lenguaje. Sobre ellos se aplican algoritmos de
aprendizaje automatico que generan las clasificaciones, la
extraccion de informacién o cualquier otra aplicacion obje-
tivo. Los algoritmos de aprendizaje pueden ser supervisa-
dos o no supervisados, seglin se tengan datos de ejemplo
de los que ya se conoce su categoria o la prediccion que
hay que hacer con ellos. En el caso del lenguaje, son ne-
cesarios enormes cantidades de ejemplos para configurar
una muestra representativa de las infinitas posibilidades de
expresiones que producen los hablantes de una lengua
para garantizar un aprendizaje que conlleve la generaliza-
cién de la informacién.

Actualmente, gracias a la potencia computacional que
se ha desarrollado, es posible aplicar redes neuronales al-
tamente complejas a volimenes de informacién que abar-
quen cantidades ingentes de documentos. Los modelos
generados se conocen como grandes modelos del lengua-
je (en inglés LLM) con un alto grado de generalizacién en
las capacidades de comprension y generaciéon de la len-
gua. Por ejemplo, el modelo GPT 3 se entrené con Com-
mom Crawl! (repositorio de datos de todas las paginas en
la web), WebText2 (informacién obtenida de la web por
OpenAl), Books1 y Book2 (repositorios de libros) ademas
de todos los articulos de la Wikipedia en inglés, sumando
un total de aproximadamente 500.000 millones de
tokens?'. El entrenamiento de estos modelos tiene un alto
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Atencién computada por el modelo del lenguaje
bert-base-spanish-wwm-cased para la palabra “D". Visuali-
zacién generada con BertViz?.

coste en dinero, energia y tiempo, por lo que los modelos
ya entrenados se adaptan a los dominios o tareas especifi-
cas en caso de que la estructura general captada en ellos
no sea adecuada para el registro, la terminologia, etc que
se use en nuestros textos o el objetivo del aprendizaje. El
procedimiento de adaptaciéon de estas redes neuronales a
nuestros textos se conoce el ambito de los LLMs como fi-
ne-tuning.

Los modelos de lenguaje en su entrenamiento apren-
den representaciones contextuales de palabras, transfor-
méandolas a vectores numéricos. Se destacan en tareas
como completar texto, responder preguntas y generar tex-
to. Entre los modelos mas conocidos estdan BERT?' o
GPTZ. El entrenamiento de un modelo se refiere al com-
puto que realizan los algoritmos para ajustar la distribucion
de probabilidades de secuencias de palabras. Se busca
que la probabilidad de la secuencia sea lo mas alta posi-
ble segln las colecciones de textos o corpus con los que
se entrenan. La arquitectura denominada transformadores
de estas redes neuronales ha supuesto un salto sustancial
en la calidad de los modelos generados dando un alto
grado de fiabilidad a las aplicaciones de PLN.

Ejemplo: “Habfa una vez un valiente caballero llamado
\[MASK\].” (BERT completa la palabra enmascarada).

De forma intuitiva estamos trasladando el lenguaje es-
crito a un espacio vectorial, donde diferentes propiedades
quedan representadas como nimeros reales. En este cam-
po podemos destacar los siguientes conceptos fundamen-
tales para perfilar la tecnologia subyacente:

1. Modelos de secuencia a secuencia: Son redes neu-
ronales que manejan secuencias de entrada y salida de
longitud variable con el objetivo de predecir palabras des-
conocidas en la entrada que se generan en la salida. Las
predicciones pueden referirse a la traduccién a otra len-
gua, o a completar la siguiente parte de una oracién en la
lengua propia, o bien a rellenar palabras faltantes en un
fragmento de texto. Las redes neuronales recurrentes
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Representacion de un conjunto de palabras en
un espacio numérico tridimensional mediante incrustacio-
nes de palabras obtenidas con el algoritmo Word2Vec?.

(RNN) y los modelos basados en transformadores entran
en esta categoria.

2. Mecanismo de Atencién: Introducida por el modelo
Transformer, la atencién permite que el modelo se centre
en partes relevantes de la secuencia de entrada. Para ello
computa valores indicando, para una palabra concreta, la
importancia que tienen las restantes sobre ella en la com-
prension de la secuencia®. En la se puede ver
una representacion de estos valores en los grosores de las
lineas que unen la palabra "D en la oracién “Fui diagnos-
ticado con deficiencia de vitamina D" con el modelo del
lenguaje espafiol bert-base-spanish-wwm-cased®. Destaca
la division en tokens que fragmenta la palabra “diagnosti-
cado” en los tokens "diagnos”, “tica”, “do”. Se observa la
importancia que tiene el token vitamina para comprender
el significado del token D.

3. Incrustaciones de palabras: Las incrustaciones de
palabras representan palabras o documentos como vecto-
res densos en un espacio continuo, haciendo referencia al
espacio vectorial numérico en el que queda representado
el lenguaje. Los métodos populares incluyen Word2Vec,
doc2vec, GloVe y FastText para obtener transformaciones
semanticas. Los Transformers también generan representa-
ciones vectoriales que mejoran a las anteriores por su ca-
pacidad de identificar los diferentes sentidos de las pala-
bras polisémicas. Los sistemas actuales de PLN que usen
técnicas de aprendizaje automatico en su mayoria incluyen
en su pipeline la generacién de estas incrustaciones. Son
especialmente Utiles para capturar diversas relaciones se-
manticas, por ejemplo, la analogia: vector("rey"”) - vec-
tor("hombre”) + vector("mujer”) = vector(“reina”). En la

se representan incrustaciones de algunas palabras
generadas con Word2Vec?.

4. Similitud textual: La similitud textual nos da un indi-
cador de lo similares que son dos textos, bien sea en su
escritura o en su significado. La similitud en la grafia habi-
tualmente se calcula utilizando la distancia de Levenshtein,
se obtiene del recuento de cambios que hay que realizar
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para transformar una palabra en otra. Cuanto mayor es la
distancia menor similitud. Por ejemplo: “inflamacién” e
"influencia” tienen una distancia de Leveshtein de 5, mien-
tras que “inflamar” e “inflama” tienen una distancia de 1.
Por otra parte, la similitud semantica es un indicador de lo
similares que son los significados de dos palabras. Este
concepto no se restringe a la sinonimia, sino que abarca
cualquier tipo de relacion semantica, como la analogia, la
afinidad semantica entre las palabras, la hiperonimia, qué
verbos predican de un sustantivo y muchas mas. Existen
diferentes enfoques respecto al célculo de la similitud se-
mantica.

4.1. Medidas de similitud que se calculan utilizando
recursos léxicos como thesaurus u ontologias. La similitud
entre dos palabras se mide en funcién de el camino que
es necesario recorrer en la red para alcanzar el nodo de
una palabra desde otra en una red semantica como Word-
Net o EuroWordNet?. WordNet es una red semantica de
la lengua inglesa, en la que las palabras se organizan en
conjuntos de sindnimos denominados synsets. Los nodos
de la red son synsets representando conceptos entre los
que se establecen relaciones semanticas como la hiperoni-
mia, hiponimia, metonimia, holonimia y antonimia repre-
sentadas como arcos de la red?. EuroWordNet es la ver-
sion de WordNet para un conjunto de lenguas europeas
donde se establece las relaciones interlenguas de los syn-
sets en cada idioma. Las estructuras de cada idioma se re-
cogen en la version de EuroWordNet®* correspondiente,
ademas incorpora una ontologia comin a todos los idio-
mas y las relaciones entre ellos.

4.2. Por otro lado, los modelos del lenguaje son capa-
ces de generar espacios numéricos semanticos mediante
las incrustaciones de palabras, en los que palabras con re-
laciones semanticas estan proximas. Por esta razén se pue-
den computar medidas de similitud basadas en la distancia
que separa sus incrustaciones. La medida mas habitual en
este caso es la similitud del coseno. En la
can los angulos entre las incrustaciones de las palabras
"inflamaciéon”, “gobierno” y “republica”. El coseno de
cada uno de ellos serd la similitud entre las palabras: infla-
macion-gobierno (dngulo rojo) e gobierno-republica (dngu-
lo azul). A menor distancia, menor angulo, mas cercano
sera su coseno a 1y por tanto mayor similitud.

El concepto de similitud seméntica es un componente
fundamental en las siguientes aplicaciones de PLN: la recu-
peracion de informacién, los sistemas pregunta-respuesta,
la clasificacion de texto, la generacion automética de resu-
menes.

s€ mar-

En este apartado haremos uso de algunas de las dife-
rentes técnicas antes mencionadas aplicandolas a la recu-
peracion bibliografica de la investigacién del suicidio en
jovenes de la base de documentos de PubMed. Las lineas
de codigo que se exponen al usar cada una de las técni-
cas solo pretenden mostrar que no son necesarios grandes
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Angulos que forman los vectores de incrustacio-
nes de las palabras inflamacién, gobierno y republica?.

conocimientos de programacién. Las herramientas tipo
Notebooks, como los Jupyter Notebooks o Google Colab,
nos permiten ejecutar directamente estas instrucciones una
vez le hayamos dado los datos correspondientes.

El objetivo de este ejemplo es mostrar al lector como
utilizando técnicas de PLN se pueden acelerar algunas ta-
reas del proceso de revision bibliogréfica. Concretamente
los pasos seguidos son los siguientes:

1) Realizar una busqueda de todos los articulos de la
base de datos PubMed que tengan en su titulo la palabra
“suicide”.

Para ello, PubMed cuenta con una manera sencilla de
extraer tus blsquedas en un fichero con formato csv pre-
configurado. Las blsquedas permiten una serie de filtros
tales como el afio de publicacién, la revista e incluso bus-
queda por palabras clave.

En nuestro caso, buscamos publicaciones desde 2015
que contuviesen la palabra suicidio, extrayendo un csv con
los campos ID, titulo, autor, revista, afio de publicacion y
DOL.

En el resto del ejemplo, se usaran palabras y frases en
espafiol por facilidad de lectura de estos apartados.

2) Realizar el preprocesado y obtener cada una de las
palabras o tokens del titulo (tokenizacion).

En el apartado anterior, se establece un pipeline ge-
neralizado cuando trabajamos técnicas de procesamiento
de lenguaje natural. Este paso, incluye los apartados 1y 3
mencionados en el pipeline.

Se convierten todos los titulos a minGsculas, quitamos
comillas y signos tales como @,#, etc. y, a partir de este
preprocesado, tokenizamos y obtenemos cada una de las
palabras del titulo.

3) Eliminar las palabras comunes y no informativas de
cada titulo (por ejemplo, "y”, “el”, "de") para centrarse en
las palabras clave relevantes (eliminacién de stop words).

Este apartado de limpieza de palabras comunes es un
paso muy Util en nuestro caso de uso, pero no siempre es
necesario. Para el filtrado de documentos por similitud de
palabras, serd necesario vectorizar y también contar las ve-
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Matriz Bag of Words ejemplificando el conteo de palabras exactas.

ces que aparecen ciertas palabras. Es por ello, que la lim-
pieza de palabras repetitivas que no aportan valor contex-
tual serd clave para no distorsionar los resultados obtenidos.

4) Reducir las palabras de cada titulo a su forma raiz
para mejorar la consistencia de la busqueda (lematizacion).

Este paso se corresponde con la quinta fase del pipe-
line que detallamos en el apartado 3. Tras su aplicacion,
tendremos todas las frases de los titulos que contienen la
palabra “suicidio” tokenizadas y lematizadas.

5) Selecciéon manual de palabras a relacionar con “sui-
cidio” y que deben estar en las frases de los titulos proce-
sados encontrados en PubMed.

Para el caso de uso en curso, se seleccionan las pala-
bras mas frecuentes y esclarecedoras en un subconjunto
de las publicaciones relacionadas con el tema analizado,
obteniendo el conjunto de palabras:

adolescentes | jévenes | estudiantes | tendencias | me-
dios | nifios | escuelas | maquinas | redes | adolescencia |
internet | tendencia | usuarios | moviles | redes | twitter |
artificial | nota.

Para una mayor cobertura, estas se expanden con si-
nénimos obtenidos de EuroWordNet en la version del es-
pafiol. El siguiente trozo de cédigo en Python muestra
esta tarea:

Cédigo:

# Paso : Lista de palabras clave iniciales

keywords = ['suicidio’, ‘jévenes’, ‘adolescentes’, ‘pre-
vencién’, ‘factores de riesgo’, ‘intervencién’]

# Funcion para encontrar sindnimos usando WordNet

def get_synonyms(word):

synonyms = set()
for syn in wn.synsets(word, lang="spa’):
for lemma in syn.lemmas(lang="spa’):
synonyms.add(lemma.name())
return synonyms
get_synonyms(word="adolescente’)
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Salida:

{'adolescente’,

‘chavea’,

‘imberbe’,

‘joven’,

‘juvenil’,

‘'mozo’,

‘muchacho’,

‘pollo’,

‘zagal’}

Y el cédigo ampliando la lista de palabras con Word-
net es:

# Paso 2: Expansion de la lista de palabras clave

expanded_keywords = set(keywords)

for keyword in keywords:

synonyms = get_synonyms(keyword)
expanded_keywords.update(synonyms)
print(f”Palabras clave expandidas: {expanded_keywords}")

Salida:

{'cautela’, 'factores de riesgo’, ‘operacién’, ‘cuidado’,
‘adolescentes’, ‘suicidio’, ‘precaucién’, ‘prevencion’, ‘inter-
vencion’, ‘jovenes’, ‘prevision’}

6) Comprobar qué palabras manuales aparecen en los
titulos encontrados en PubMed.

Este paso se puede hacer directamente con una com-
probacién exacta de los textos implicados o utilizando mé-
tricas de similitudes que nos podran cuantitativamente dar
un valor de cuanto se parecen ambas palabras.

Si optamos por la comprobaciéon exacta, podemos
mostrar un ejemplo visual de como podemos testarlo en la

En este caso, para el conteo se puede utilizar la li-
breria sklearn, muy reconocida en el mundo del Machine
Learning, en concreto, el paquete CountVectorizer.

7) Optando por una estrategia de similitud, las frases
de los titulos obtenidas del paso 4 las convertimos en
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colecciones de vectores de frecuencias (nimeros) que nos
permitan calcular la distancia semantica.

En el apartado 3 de la presente publicacién, se ha-
blaba de similitud textual, serd en este paso donde apli-
caremos diversas técnicas mencionadas en dicho aparta-
do. En concreto hablamos del apartado 10 del pipeline.
Tenemos el titulo de cada publicacion convertido en
tokens y tenemos nuestra lista de palabras clave, lo que
haremos sera calcular la similitud entre esa lista de tokens
del titulo con nuestra lista de palabras para detectar su
aparicion.

Veamos un ejemplo:

Si tenemos los siguientes titulos:

titles = [

“Suicidio en adolescentes: factores de riesgo y pre-
vencion”,

"Estrategias de intervencién para prevenir el suicidio
juvenil”,

“Andlisis de casos de suicidio en jévenes”,

“Prevencion del suicidio en adolescentes en riesgo”,

“Factores psicolégicos en el suicidio de jévenes”

]

Vectorizamos para crear la matriz de frecuencias de
palabras:

Vectorizacién utilizando Bag of Words

vectorizer = CountVectorizer()

bow_matrix = vectorizer.fit_transform(filtered_titles)

Utilizamos la distancia coseno explicada en el aparta-
do 3:

Similitud de coseno

cosine_similarities = cosine_similarity(oow_matrix)

# Crear un DataFrame para visualizar las similitudes

cosine_sim_df=pd.DataFrame(cosine_similarities,in-
dex=filtered_titles, columns=filtered_titles)

# Visualizacién de la matriz de similitud de coseno

print(cosine_sim_df)

# Para obtener los titulos méas similares a un titulo
especifico:

title_to_compare = “suicidio jévenes adolescentes
prevencion factores riesgo intervencion”

similar_titles=cosine_sim_df[title_to_compare].sort_va-
lues(ascending=False)

print(similar_titles)

Obtenemos lo que observamos en la

Como vemos, la similitud del coseno nos indica cuan-
to de parecidas son las palabras seleccionadas manual-
mente con las frases de los titulos de las publicaciones. A
mayor nimero, mayor similitud. Normalmente selecciona-
mos aquellas por encima de un umbral establecido.

8) De las publicaciones obtenidas en el punto 7, nos
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interesan aquellas relacionadas con “Al Model” y con
“Machine Learning”. Volvemos a calcular la distancia de
estos dos términos individualmente y calculamos la simili-
tud con las frases de todos los titulos obtenidos del paso
7.

9) Finalmente se hace lo mismo para “nota suicidio”.

En resumen, el pipeline o flujo de proceso seguido
en este ejemplo permite pasar de 9.212 publicaciones
iniciales con la palabra “suicidio” a las 74 publicaciones
finales que ademas tienen las palabras consideradas rele-
vantes y manualmente seleccionadas. La muestra
el pipeline o flujo del proceso.

PubMed

Publicaciones filtradas por:
Fecha publicacion 2015y la
palabra clave “suicidio”

9.212
Publicaciones

"Tokenizamos” y limpiamos-
Paso1-3

8.408
Publicaciones

"Lematizacion” y calculo de
similitudes - Paso 4-8

1.837
Publ.

Palabras clave: Al Model y
Machine Learning - Paso 9

500
Publ.

Palabra clave “nota suicidio” -
Paso 10

74

Pipeline o flujo del proceso seguido y resultados
obtenidos.
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El avance de la |A generativa ha hecho que el proceso
indicado en el apartado anterior, que implica una ardua
limpieza de datos y el uso de varios modelos avanzados
de aprendizaje automético, hoy sea tan sencillo como pre-
guntarle a un sistema conversacional tipo ChatGPT, Llama,
Gemini, etc. Un sistema de |A generativa recibe una pre-
gunta del usuario, busca informacién en el corpus sobre el
que ha sido entrenado y es capaz de “generar” una res-
puesta en lenguaje natural de facil comprensién por un
humano. Uno de los componentes mas importantes son
las instrucciones o prompts, hasta el punto de que ha apa-
recido una disciplina denominada ingenieria de prompts
que consiste en estrategias y técnicas para hacer las pre-
guntas al sistema de IA. En este apartado, mostramos un
ejemplo sencillo relacionado con nuestra recuperacién de
bibliografia del tema del suicidio en los jévenes.

Veamos un caso con diferentes prompts que mantie-
nen coherencia entre las preguntas que se hacen secuen-
cialmente (es lo que denominados contexto). Los ejemplos
son similares a los expuestos en el apartado anterior, pero
haciendo uso del sistema ChatGPT:

Usuario: Si adjunto un archivo de publicaciones, me
puedes decir aquellas relacionadas con el suicidio en jéve-
nes donde aparezcan las palabras suicidio, nota, inteligen-
cia artificial y aprendizaje automético.

ChatGPT: Claro, puedo ayudarte con eso. Por favor,
adjunta el archivo de publicaciones y procederé a buscar
menciones de palabras clave relacionadas con el suicidio
en jévenes, concretamente buscaré las palabras “suicidio”,
“nota”, “inteligencia artificial” y “machine learning”.

Una vez adjuntado el archivo con los titulos de las pu-
blicaciones, la respuesta obtenida del agente conversacio-
nal es la siguiente:

ChatGPT: Gracias por facilitarnos la lista de publicacio-
nes. Ahora revisaremos los titulos para identificar aquellos
relacionados con el suicidio en jovenes y que contengan
las palabras clave “suicidio”, “nota”, “inteligencia artifi-
cial” y “aprendizaje automético”.

Sin embargo, parece que ninguna de las entradas pro-
porcionadas contiene explicitamente las palabras “inteligen-
cia artificial” o “aprendizaje automatico”. Aun asi, enumera-
ré las publicaciones que se centran en el suicidio juvenil:

32699044 - "Acceso a las armas de fuego y suicidio
adolescente”

35156223 - “Intentos de suicidio de adolescentes en
Estados Unidos: Cuando interactuan la ideacién suicida y
la capacidad suicida”.

30771807 - “Suicidio en jévenes indigenas: una crisis
sin paliativos”

36822834 - “Ciberacoso y suicidio adolescente”

Ninguna de estas publicaciones menciona “nota”, “in-
teligencia artificial” o “aprendizaje automatico” en sus titu-
los, pero se centran en el tema del suicidio en jévenes. Si
necesita una busqueda mas detallada o especifica dentro
del texto completo de estas publicaciones, necesitaria te-
ner acceso al contenido integro de los articulos.
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Si puede proporcionarme maés detalles o fragmentos
de texto adicionales, estaré encantado de ayudarle més a
fondo.

Ahora, el sistema puede solicitar mas informacién de
las publicaciones a analizar:

ChatGPT: Gracias por proporcionarnos estos titulos
adicionales. Aqui hay publicaciones relacionadas con el
suicidio en jévenes que mencionan “suicidio”, “nota”, “in-
teligencia artificial” y “aprendizaje automéatico”:

31079565 - “"Using Machine Learning to Identify Suici-
de Risk: A Classification Tree Approach to Prospectively
Identify Adolescent Suicide Attempters”.

Esta publicacién se ajusta perfectamente a sus crite-
rios, ya que menciona “suicidio”, “aprendizaje automati-
co” y se centra en los jévenes (adolescentes).

Si necesita mas detalles sobre esta publicacion en
concreto o cualquier informacién adicional, no dude en
comunicarmelo.

Vemos como el usuario puede realizar las peticiones
de forma simple, sin importar el nivel de conocimientos in-
formaticos que tenga. También podemos apreciar que las
respuestas seran acordes a la coleccién de documentos de
los que dispone el sistema. No sélo esto, sino que devol-
verd informacién mas precisa y fiable cuanto mayor sea el
contexto que proporcionemos. Este tipo de peticiones que
hacemos a agentes conversacionales basados en LLMs son
los prompts, y pueden variar desde una simple pregunta
directa, sin mas informacién (por ejemplo, “Quiero una co-
leccion textos sobre suicidio y machine learning”) a otros
mas especificos en los que se agregue contexto: “Necesi-
to saber, de esta coleccion de ficheros que incluye articu-
los cientificos, cudles aplican técnicas de Machine Lear-
ning, por ejemplo, Lematizacion, POS, NER, incrustaciones,
similitud semantica y clasificacion. En el articulo se debe
analizar el texto de notas de suicidio, por lo que es proba-
ble que también se trate el tema del preprocesamiento y
ademds se expongan métricas de resultados”. Se aprecia
en estos ejemplos la facilidad con la que se pueden esta-
blecer filtros complejos a informacién que no esta estruc-
turada, poniendo de manifiesto la potencia de estas herra-
mientas para construir sistemas de consulta que no
supongan una barrera para el usuario. En el siguiente capi-
tulo se muestra como se ha usado el PLN para la construc-
cién de un bot de Telegram con capacidades similares a
los prompts.

Los sistemas conversacionales (chatbots) bien conoci-
dos como ChatGPT, Copilot, etc., ofrecen herramientas e
interfaces para poder entablar didlogos entre un humano y
la IA correspondiente. Los Modelos de Lenguajes que hay
detrés de estos sistemas son generalistas y, por tanto, si
queremos personalizarlos con documentos/informacion
propia se debe adoptar alguna estrategia para que el sis-
tema adquiera ese conocimiento y pueda responder a
nuestras preguntas.
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Existen diferentes plataformas que ofrecen librerias de
programacion con funciones especializadas para extraer
texto de documentos propios y ofrecerlas al usuario a tra-
vés de la IA generativa®-®. El conocimiento propio se ofre-
ce al modelo de lenguaje grande y él es capaz de inte-
grarlo con su propio modelo generalista para que nos
ofrezca respuestas concretas de nuestro corpus. Estos sis-
temas se denominan de Generacion de Recuperacion Au-
mentada (RAG)*. En este apartado mostramos un ejemplo
de chatbot de Telegram para crear un sistema conversacio-
nal del ambito de la investigacion usado a lo largo de este
trabajo: el suicidio juvenil.

Los trabajos seleccionados segun la metodologia ex-
puesta, forman un corpus de conocimiento sobre el que
un investigador comenzara a realizar su investigacion. La
consulta de estos documentos normalmente se realiza de
forma manual para poder profundizar en los detalles de
cada uno. Crear un sistema de preguntas y respuestas so-
bre ese corpus de conocimiento resulta eficiente y en un
ahorro de tiempo que puede ser considerable.

Basédndonos de nuevo en los Modelos de Lenguajes
Grandes, hemos construido un sistema conversacional para
la consulta de cualquier contenido del corpus de investiga-
cién. La facilidad de uso del sistema es la principal carac-
teristica, ya que se basa en interfaces que todos los usua-
rios suelen estar acostumbrados. Concretamente, se ha
disefiado un bot de Telegram al que se le hacen las pre-
guntas de investigacion correspondientes y, una vez con-
sultados los documentos del repositorio previamente se-
leccionado, tendriamos la informacién requerida. El
siguiente paso es responder al usuario en su propio len-
guaje los hallazgos que responden a sus preguntas.

En la se muestra un diagrama de interaccién
del sistema conversacional. Los requisitos basicos de este
sistema son:

— Servidor de preguntas de Telegram.

- Base de datos de documentos de investigacion.

- Servidor de |IA generativa mediante modelo de len-
guaje grande para las respuestas.

- Servidor de respuestas mediante recuperacion au-
mentada.

El servidor de Telegram se instala en una maquina que
estard esperando a que el usuario realice una pregunta.
Cualquier persona puede realizar las preguntas si conoce
el nombre del bot. Las preguntas son almacenadas en una
cola pendiente de procesar. Otro servidor posee la base
de datos con los trabajos de investigacién que han pasado
por algunas transformaciones para poder calcular similitu-
des entre los documentos. La transformacién mas impor-
tante es la conversion de un documento concreto dénde
lo dividiremos en trozos semanticamente similares. Estos
trozos, denominados chunks se guardan en una base de
datos en formatos numéricos gracias a diferentes métodos
proporcionados por librerias de incrustaciones (embed-
dings). Cuando un usuario realiza una pregunta, el bot
pasa el control al programa principal que transforma dicha
pregunta a un formato numérico (embeddings). En este
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Esquema basico del sistema basado en Telegram.

momento hace una consulta a la base de datos de docu-
mentos en formato numérico buscando aquellos chunks
mas cercanos a la representacién numérica de la pregunta
realizada. El resultado de la consulta seran los n chunks
maés cercanos por similitud semantica. Finalmente, se pa-
san los trozos de textos de los articulos encontrados al
proceso generativo para que basado en el LLMs se genere
una respuesta bien enunciada con la informacién requeri-
da. Esta respuesta se envia de nuevo a Telegram para que
sea entregada al usuario en el chat correspondiente. En la
se muestra en detalle el flujo de informacion

dentro de todo el proceso.

Veamos un ejemplo de la experiencia del usuario.

1. Realicemos la pregunta al bot de Telegram

2. El bot realiza las operaciones internas y ofrece
como respuesta, aquellos articulos que disponen de conte-
nido relacionado con la pregunta .

El bot ha revisado los trozos de textos de estos articu-
los relacionados con la pregunta y se los ha pasado al LLM
que genera la respuesta en lenguaje natural mostrada en
la

Este sistema nos permite hacer preguntas de forma
coloquial al sistema sobre los articulos que hemos selec-
cionado a través de las técnicas anteriormente descritas.
Sobra decir que, si bien el sistema es generalista en cuan-
to a que sirve para todo tipo de ambitos cientificos, la
base de datos de articulos determinara concretamente ese
ambito. Por tanto, cada investigador o grupo de investiga-
cién podrian tener uno o mas bots para las diferentes in-
vestigaciones que realizan.

La metodologia propuesta reduce significativamente
los tiempos y las tareas para la seleccién inicial de trabajos
de investigacion de bases de datos bibliogréficas.
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Flujo de interaccién del sistema de preguntas y respuestas (Q&A).

Es complementaria a las metodologias tipo PRISMA,
ya que se encarga de las primeras tareas de busqueda a
través de una seleccién automatica de la bibliografia de
una tematica especifica propuesta por un investigador.

Si bien las técnicas clasicas de aprendizaje automético
y PLN son muy efectivas, es necesario tener unos minimos
conocimientos de programacién o de uso de notebooks
tipo Jupyter.

Las técnicas basadas en los LLMs para buscar y selec-
cién de trabajos de investigacion son muy cercanas a los

no iniciados en la programacién ya que permiten interac-
tuar con un sistema a través de preguntas via ChatGPT u
otros.

Un sistema de pregunta respuesta personalizado pue-
de hacer mas eficiente las busquedas de informacién den-
tro de nuestro corpus de conocimiento.

En resumen, las técnicas de |A, concretamente de PLN
y LLMs, prometen ser una potente herramienta de ayuda a
los investigadores en las tareas de busqueda y seleccién
de trabajos de investigacién de las bases de datos de bi-
bliografia.
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